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Extended Abstract

Introduction

pilepsy is a chronic noncommunicable 
neurological disorder which can affect 
people at any age [1]. It is a common brain 

E
disease and approximately 50 million people wordwide are 
suffering from it. Eighty percent of patients with this disease 
live in low- or middle-income countries. Seventy percent of 
these patients can have a seizure-free life if treated and di-
agnosed properly. The risk of premature death is three times 
higher in these patients than in general population. Three 
quarters of epilepsy patients dwelling in developing coun-
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Aims Epilepsy is a brain disorder disease that affects people’s quality of life. If it is detected at an early 
stage, seizures will not spread from the initial area. Electroencephalography (EEG) signals are used to 
diagnose epileptic seizures. However, this method cannot diagnose the state of epileptic seizure pre-
cisely. With the help of the Computer-Aided Diagnosis (CAD) system, neurologists can diagnose epileptic 
seizure stages correctly.
This study aims to present a novel method for epileptic seizures detection in EEG signals.
Methods & Materials The Bonn dataset was used in this study with avaibale EEG signals divided into 5-sec-
ond windows. Then, the Tunable Q-Factor Wavelet Transform (TQWT) was utilized to decompose the 
segmented EEG signals into various sub-bands. Several statistical and nonlinear features based on fractal 
dimension and entropy algorithms were extracted from the TQWT sub-bands. Then, the Autoencoder 
(AE) method with 7 layers was applied to reduce the number of features. Finally, the Support Vector Ma-
chine (SVM) and Grasshopper Optimization Algorithm with SVM classifier (GOA/SVM) were used for their 
classification compared to the K-Nearest Neighbors and Random Forest algorithms. The employment of 
AE for feature reduction and GOA/SVM for classification are the novelties of this study.
Findings The proposed method demonstrated better performance compared to other methods used in 
different studies. The GOA/SVM classification method had a high accuracy rate of 99.42% and 99.23% for 
two-class and multi-class classification problems, respectively.
Conclusion The combination of EEG feature classification methods increases the accuracy of the CAD 
system in diagnosing epileptic seizures. The method proposed in this study using different methods for 
extracting features and their classification has high accuracy for epileptic seizures detection.
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tries cannot afford to recive treatment [2]. These patients 
and their families suffer from discrimination and stigma. 
Generalized-onset and focal-onset seizures are two types of 
epilepsy [3]. Focal epilepsy affects one area of the brain. It 
is important to locate that area of the brain for proper medi-
cal attention. It is estimated that 60% of patients with focal 
epilepsy and 20% of those with generalized epilepsy be-
come resistant to drugs and need surgery [4]. 

Various methods for epileptic seizure detection have been 
provided so far, including clinical methods and neuroim-
aging modalities; the latter are widely used by physicians 
[1-2]. Generally, neuroimaging modalities are categorized 
into functional and structural modalities [1-3]. Electroen-
cephalography (EEG) is a functional neuroimaging mo-
dality for epileptic seizure detection [1-2]. EEG signals 
provide essential information from the affected area which 
helps physicians to detect epileptic seizures with a higher 
accuracy [1-3]. The diagnosis of epileptic seizures by EEG 
signals is a challenging task for physicians [1-2]. The EEG 
signals are accompanied by relatively high complexity, 
which makes it difficult or challenging to correctly diag-
nose epileptic seizures [1-2]. Accordingly, researchers have 
attempted to use Artificial Intelligence (AI) including Ma-
chine Learning (ML) [4-6] and Deep Learning (DL) [7, 
8] to diagnose epileptic seizures early via EEG signals. In 
ML-based Computer-Aided Diagnosis (CAD) system, the 
feature extraction techniques include time [9], frequency 
[10], time-frequency [11], and non-linear methods [12]. In 
DL-based CAD system, the methods for epileptic seizures 
detection include Autoencoders (AEs) [13, 14], Recurrent 
Neural Networks (RNNs) [15, 16], Convolutional Neural 
Networks (CNNs) [17, 18], and Deep Belief Networks 
(DBNs) [19].

Abedin et al. [45] provided an epileptic seizure detection 
method based on statistical features and achieved prom-
ising results. They first used a Bonn dataset and Discrete 
Wavelet Transform (DWT) method to preprocess and ana-
lyze EEG signals based on different sub-bands. Then, each 
DWT sub-band was examined to extract some statistical 
properties, and Artificial Neural Network (ANN) was em-
ployed for data classification. Singh et al. [48] proposed 
a new method for epileptic seizure detection from Bonn 
EEG dataset. They used Complete Ensemble Empirical 
Mode Decomposition (CEEMD) and Refined Composite 
Multiscale Dispersion Entropy (RCMDE) methods to con-
duct preprocessing and extract properties, and tested vari-
ous methods for feature selection to reduce the size of the 
feature matrix. Finally, the ANN classifier technique was 
applied which led to promising outcomes. Aliyu et al. [49] 
presented an epileptic seizure detection method by selecting 
optimal wavelet transforms. To analyze EEG data, DWT 
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was used to break them down into multiple sub-bands and 
extract various statistical information from each one. As 
a result, Correlation Coefficient and P-value (CCP) fea-
ture and Principal Component Analysis (PCA) were used 
to minimize the specificity. A Long Short-Term Memory 
(LSTM) model with the proposed layers was applied to cat-
egorize the inputs, resulted in 99% accuracy. Sameer and 
Gupta [50] considered Haralick texture features to present 
a method for detecting epileptic seizures from EEG signals, 
converted to two-dimensional images using Short-Time 
Fourier Transform (STFT) to extract Haralick texture fea-
tures. Finally, the Decision Tree (DT) method was applied 
for categorization. The results reported 92.50% accuracy. 
Qureshi et al. [51] utilized Fractal Dimension (FD) and 
graph theories for feature extraction and used Electrocon-
vulsive Therapy (ECT) for EEG signals pre-processing 
as the first stage of the study. Then, they extracted graph 
theory and FD-based features from EEG signals. Finally, 
they applied the Radio-Frequency (RF) method for classifi-
cation and reached 98.50% accuracy. 

The current study provides a novel method based on the 
extraction of statistical and non-linear features, feature 
reduction, and classification by the Grasshopper Optimi-
zation Algorithm and Support Vector Machines (GOA/
SVM) model. The Bonn EEG dataset was used for epi-
leptic seizures detection. Figure 1 illustrates the proposed 
method for epileptic seizure detection from EEG signals. 
Various wavelet transformations has been employed in dif-
ferent studies. The Tunable Q-Factor Wavelet Transform 
(TQWT) approach is one of the best methods for EEG 
signals pre-processing [20], which is more efficient than 
DWT for preprocessing and analyzing EEG signals based 
on different frequency subbands. We used the TQWT for 
preprocessing of EEG signals. Analyzing EEG signals by 
the TQWT method can imorove the accuracy of epileptic 
seizure detection. Various statistical and nonlinear features 
of EEG signals were extracted in the next stage. The AE 
model with the proposed layers was used to reduce the 
number of features which is a novel technique used in this 
study. The second novelty of this study is the use of the 
GOA combined with the SVM classifier. The GOA has not 
been used so far for epileptic seizure detection along with 
SVM. The GOA improves gradient optimization in terms of 
speed and performance. Gradient optimization algorithms 
are usually slow, and the selection of wrong parameters 
can lead to inefficiency. Moreover, these methods are not 
efficient for all problems. Thus, metaheuristic algorithms, 
such as genetic algorithm [53], particle swarm optimization 
[54], and breeding swarm [55] are applied for optimizing 
the classification algorithms. This paper is structured as fol-
lowing: Section 2 presents the methodology; the statistical 
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metrics are presented In section 3; the results are shown in 
Section 4, and conclusions are presented in Section 5.

Material and Methods 

In this section, the proposed method for epileptic seizures 
detection in EEG signals is presented at following steps: 
Data selection, preprocessing, feature extraction, feature 
reduction, and classification.

Data seelction

The Bonn dataset was used in this study which has been 
recorded at the University of Bonn by a group of research-
ers and it had been widely used for epileptic seizure analysis 
and detection [22]. Bonn dataset is a publicly available da-
taset containing 500 single-channel EEG data. It was sam-
pled at 173.6 Hz for 23.6 seconds. They consisted of five 
classes’ viz. S, F, N, O, and Z with 100 segments recordings 
in each class [22]. The O and Z data were collected from 
5 healthy controls in a relaxed postion and awake state and 
using the 10-20 electrode placement standard. Intracranial 
electrodes were used on 5 patients with epilepsy to collect 
data of S, F and N classes. The epileptogenic zone and the 
opposite hemisphere were used for recording the signals of 
F and S classes, respectively during interictal period. Ictal 
period was taken into account for recording the signals of 
class S. Cutoff frequencies in the range of 0.53-40 Hz were 
applied with finite impulse response and 20 order band-
pass filter for filtering of EEG data [22]. Figure 2 shows 
the EEG signals of the Bonn dataset. Other information 
about this database are presented in Tables 1 and 2.

Preprocessing 

For pre-processing of the EEG signals, the TQWT was 
used. It is a special type of DWT and is used in biomedi-
cal signal studies [20]. In TQWT, parameters include the 
redundancy, number of decomposition levels and Q-factor. 
Oscillatory signals are analyzed using higher Q-factors 
and transients are analyzed with lower Q-factors. The two-
channel filter bank is applied for implementing TQWT. 
Low- and high-pass scale factors for this filter banks are 
represented by γ and δ. The mathematical expression for the 
frequency response to low-pass filter and high-pass filter 
are presented in Equations 1 and 2, respectively [20]:

1) T0(ω)=  θ
1,     if|ω|≤(1 –δ)π

ω+(δ-1)π
γ+δ-1

,if (1 -δ)π< |ω| <γπ,
0,      if γπ≤ |ω| ≤π

2) ,if (1 -δ)π< |ω| <γπ,T1(ω)=  θ γπ-ω
γ+δ-1

0,    if|ω|≤(1 –δ)π,

1,   if γπ≤ |ω| ≤π

For further information regarding the TQWT, see refer-
ence [20]. The TQWT parameters were selected similar to 
those reported in Ghassemi et al.’s study [34] (Q= 1, r = 3, 
and J= 8). In Figure 3, the TQWT sub-bands are illustrated 
based on the defined parameters. The TQWT frequency re-
sponse is shown in Figure 4. 

Feature extraction 

In this section, we presented different feature extraction 
methods for epileptic seizures detection. Frist, the TQWT 
was used for EEG signals decomposition. Different fea-
tures such as statistical features, non-linear features based 
on FD method and non-linear features based on entropy al-
gorithms were extracted from the TQWT sub-bands. 

Statistical features 

Five statistical features were extracted from the TQWT 
subbands [23] presented in Table 3.

FD-based features 

The FD-based non-linear features provide significantly 
important information regarding EEG signals. The EEG 
signals have chaotic behavior; the non-linear methods 
such as FD technique can extract important information 
from EEG data. The non-linear features extracted from the 
TQWT sub-bands based on FD method were Katz, Higu-
chi, and Petrosian, and hurst exponenet. 

Higuchi’s method 

Consider x(1),x(2),…, x(N) as the time sequence that 
should be examined. Create k new time series xmk defined 
by [12]:

3) xm
k={x(m),x(m+k),x(m+2k),…….x(m+[ N-m

k ]k)},for 
m=1,2,…k

, where [a] indicates integer part of a, k shows the discrete 
time interval between points, and m indicates the initial 
time value. For each created time series, the mean length 
Lm(k) is defined as [25]: 

4) 
∑(N-m)/k|x(m+ik)-x(m+(i-1)k|(n-1)i=1

[ N-m
k ]k

Lm(k)=

An average length k is computed for all time series with 
the same delay k as the mean of k length Lm(k) for m=1,…, 
k. For each k ranging from 1 to kmax, the procedure is re-
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peated producing a sum of average length L(k) for each k 
as indicated below [12]: 

5) L(k)=∑Lm(k)
m=1

k

The total average length for scale k, L(k) is proportion-
al to k-D, where D is the FD by Higuchi method [12].

Katz’s method 

The FD of a curve based on Katz’s method is defined as 
[12]: 

6) D=
log10(d)
log10(L) 

where d is the estimated diameter as the distance between 
the first point of the sequence and the points of sequence 
that provides the farthest distance, and L is the total length 
of the curve. d can be expressed mathematically as [12]: 

7) d = max (distance(1,i))

where i is the one that maximizes the distance with respect 
to the first point. The use of measurement units depends on 
the computed FDs which are different if the units are dif-
ferent. Katz’s approach tries to solve the problem by creat-
ing a general unit: the average distance between successive 
points a. Normalizing distances by this method can lead to 
[25]:

8) D=
log10(L/a̲)
log10(d/a̲) 

If n= L/a, where n is the number of steps in the curve, the 
above equation can be written as Equation 9 which sum-
marizes the Katz’s approach for measuring DF of a EEG 
signal [12].

9) D=
log10(n)

log10 (d/L)+log10(n)

Petrosian method 

The FD based on Petrosian method is defined as follows 
[12]:

10) 
log10n+log10(

n
n+0.4 N∆)

D=
log10n

where N∆ is the number of dissimilar pairs and n is the 

length of the sequence in the generated binary sequence 
[12]. 

Hurst Exponent 

The equation of Hurst Exponent (HE) is as follows [26]: 

11) HE=
log10(R⁄S)
log(T)  

where S is the standard deviation, T is the duration of 
sample data and R represents the difference between the 
minimum and maximum deviation from the mean.

Entropy features 

Different entropy algorithms were used to extract the fea-
tures of EEG signals

Shannon entropy

Shannon entropy is a fundamental entropy technique for 
feature extraction in EEG signals [26]. It is defined as fol-
low:

12) H(X)=∑Pilog2Pi
i=0

N-1

where Pi is the probability of occurrence of i-th symbol. 

Log Energy entropy

The log energy entropy can be defined as [26]: 

13) ELog=∑)log(Ei
2)

K

i=0

where K and denote the length of the EEG signal and ith 
sample of the EEG signal, respectively.

Sample entropy

The sample entropy is defined as [26]: 

14) SampEn=-log(A/B)

Where A refers to the total number of vector pairs of 
length m + 1, and B shows the total number of vector pairs 
of length m. 

Tsallis entropy

The tsallis entropy is defiend as [26]: 

15) Ets=-(1-∑En
α),for α≠1

x

n-1

where the probability of occurrence is shown by En, and 
Pn is the feature value of the feature P that has the range of 
values from P1 to Px [26]. 
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Figure 3. EEG sub-bands using TQWT

Figure 2. Exemplary EEG signals from the Bonn dataset of five samples

Figure 1. Proposed method for epileptic seizure detection
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Figure 6. Primitive corrective patterns between individuals in a swarm of grasshoppers [21]

Figure 5. Proposed AE for feature reduction

Figure 4. Frequency response for TQWT 
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Fuzzy entropy 

For a time series x(i), i={1,…..,N}, standard fuzzy entropy 
or FuzzyEn [27] establishes vector sequences{Xim,i=1,…
.,N-m+1} as defined below [26]: 

16) Xi
m={x(i),x(i+1),…,x(i+m-1)}-x0 (i)

Where the length of sequences is denoted by m, and x0 
(i) is a baseline.is the similarity degree using fuzzy mem-
bership function for the vector and replacing the Heaviside 
function [26].

17) μ(dij
m,n,r)=e

(dij
m)n

r

where r and n are predefined gradient and width of the 
exponential function, and Dij

m is the maximum absolute 
difference between Xi

m and Xj
m.∅m .function is defined as 

follow [26]:

18) ∅m(n,r)=N-m
1 ∑(N-m-1

1  ∑ Dij
m)

N-m

i=1

N-m

j=1,j≠i

The sequences {Xi
(m+1)} is generated by m ←m+1 setting 

m ←m+1 and ∅(m+1)(n,r) is constructed afterwards. Time 
series x(i) for input for FuzzyEn is generated ∅(m+1)(n,r) de-
viated from ∅(m+1)(n,r) as given below [26]: 

19) FuzzyEn(m,n,t,N)=ln ∅m(n,r)-ln∅(m+1)(n,r)

Recurrence entropy 

The recurrence entropy is defined as follow [26]: 

20) Ere=-∑R(n)ln[R(n)]
n=nmin

N

Where R(n) is the frequency distribution of the diagonal 
lines with length n [26]. 

Spectral entropy 

The Spectral Entropy (SEN) is defined as [26]: 

21) SEN=∑ pf log( 1
pf

)
f

Graph entropy 

The graph theory-based entropy is defined as follows [27]: 

22) Hn(m)= - ln(m!)
(∑m!

i=1p(πi)log(p(πi))

23) Hn(m)= - ln(m!)
(∑m!

i=1p(πi)log(p(πi))

Feature reduction

Feature reduction is one of the important steps for disease 
diagnosis in the CAD system. The main goal of feature re-
duction is to apply important features to the inputs of clas-
sification algorithms [28]. This increases the classification 
speed and the accuracy of inputs [28]. Feature reduction is 
performed regularly with conventional ML and DL tech-
niques. In this study, an AE model with 7 layers was used 
for feature reduction. Contrary to conventional techniques 
such as PCA, the feature reduction by AE method has high-
er performance [28]. Figure 5 shows the AE model with 
proposed layers. By this method, the number of features 
was reduced from 153 to 32. 

Classification

Support Vector Machine

SVM is one of the prominent classifiers used in ML. It 
creates an optimal margin hyperplane in the feature space 
that maximizes the margin between the nearest data points 
of each class and hyperplane. For linearly inseparable data, 
kernel functions are used to map the samples into a higher 
dimensional feature space where the data become linearly 
separable [29]. In this study, we used the GOA combined 
with the SVM classifier.

GOA algorithm 

SVM is one of the most popular classification methods. 
By optimizing the important parameters of this method, 
including its kernels, the accuracy of the CAD system for 
diagnosing epilepsy can be improved. In this study we used 
the GOA algorithm for the optimization of SVM classifica-
tion method. The model applied to simulate the behavior 
and movement of grasshoppers is defined as follows [21]: 

24) mXi (t+1)=S1(t)+Gi(t)+Ai(t),

i=1,2,…,nPop     t=1,2,…,tMax

where, is the position of the i-th grasshopper at the t-th it-
eration, is the social interaction of the i-th grasshopper at the 
t-th iteration shows the gravity force on the i-th grasshopper 
at the t-th iterationand indicates the wind advection on the 
i-th grasshopper at the t-th iteration

The social interaction of grasshopper is defined as [21]:

25) Si=∑s(dij) (dij)d̂ij
j=1 (j≠i)

nPop

dij: The distance between the i-th and the j-th grasshopper, 
computed as dij=|x(i)-x(j)|
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Table 1. Five subsets of Bonn dataset

Sets
Subjects 

Patient Stage Num. of Cases Num. of Data Length of Segments

Set A Eye Open 5 100 4097

Set B Eye Close 5 100 4097

Set C Seizure Free 5 100 4097

Set D Seizure Free 5 100 4097

Set E Seizure Activity 5 100 4097

Table 2. Six classification problems

Row Classification Descriptions 

1 A-E Healthy Control-Ictal

2 B-E Healthy Control-Ictal

3 C-E Interictal-Ictal 

4 D-E Interictal-Ictal

5 ABCD-E Normal-Seizure 

6 AB-CD-E Healthy Control-Interictal-Seizure 

Table 3. Statistical features extracted from TQWT sub-bands 

EquationsFeature Name

Xmean=
1
n ∑xi

1

n

Mean

Xvar=∑xi (xn-AM) 2
N-1n=1

N

Variance (Var) 

Xku=∑xi (xn-AM) 4
(N-1)SD4

n=1

N

Kurtosis (Kur)

XSke=
1
n ∑xi (xn-AM) 3

(N-1)SD3n=1

N

Skewness (Skw)

XSke=  ∑xi (xn-AM) 2
N-1n=1

N

Standard Deviation (STD)
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d̂ij: A unit vector from the i-th grasshopper to the j-th 
grasshopper, calculated as d̂ij=

x(i)-x(j)
dij

S: A function to define the strength of social forces which 
is explained as follows:

26) s(d)=fe
d
l -e-d

where f is an indicator of the attraction intensity, and l is 
the attractive length scale. The s function demonstrates the 
impact of social interactions (repulsion and attraction) of 
grasshoppers. Figure 6 shows the primitive corrective pat-
terns between individuals in a swarm of grasshoppers [21]. 

Table 4. Results For different classifiers 

Methods Sets Window Accuracy Precision Specificity Sensitivity F1-Score

Standard SVM

A-E

5

98.50 98.50 98.50 98.50 98.00

B-E 99.42 99.16 99.25 99.46 99.23

C-E 99.25 98.76 98.75 99.65 99.25

D-E 99.37 99.13 98.96 99.03 99.18

ABCD-E 99.21 99.23 99.25 99.15 99.16

AB-CD-E 99.11 99.08 98.96 99.08 99.19

GOA/SVM

A-E

5

99.57 99.78 99.98 99.94 99.27

B-E 99.41 99.86 98.75 99.83 99.32

C-E 99.38 99.71 99.68 99.43 99.51

D-E 99.42 99.86 99.52 99.62 99.37

ABCD-E 99.34 99.28 99.55 99.28 99.42

AB-CD-E 99.23 99.29 99.07 99.42 99.30

KNN (K=3)

A-E

5

98.62 97.32 97.54 97.79 97.43

B-E 98.37 98.25 98.31 98.49 98.37

C-E 97.62 97.37 97.24 98.03 97.62

D-E 98.87 98.13 98.37 98.23 98.77

ABCD-E 97.91 97.62 97.87 97.66 97.52

AB-CD-E 97.04 96.93 97.17 97.23 97.14

RF

A-E

5

99.71 99.62 99.59 99.63 99.52

B-E 99.31 98.69 98.59 99.71 99.14

C-E 99.28 99.27 99.16 99.17 99.22

D-E 99.18 99.15 99.09 99.29 99.21

ABCD-E 99.32 99.28 99.11 99.22 99.46

AB-CD-E 99.08 99.13 99.06 99.29 99.31
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The gravity force on the i-th grasshopper is defined as fol-
lows, where g is the gravity force and represents a unity 
vector towards the center of earth.

27) Gi=-geg

The wind advection on the i-th grasshopper is calculated 
as follows, where u is the constant drift and is the unit vec-
tor of the wind [21]:

28) Ai=-uew

Now, according to the employed definitions, we can ex-
pand the Equation 24 as follows [21]: 

29) Xi=∑s(|x(i)-x(j)|) x(i)-x(j)
dij

-geg-uew

nPop

j=1 (j≠i)

The Equation 29 cannot be used in the optimization since 
it prevents the algorithm from exploring and exploiting de-
cently in the search space around a solution. The second 
reason is that this equation is for outdoor modeling. To 
modify the Equation 29 and provide a functional model of 
the GOA algorithm to update the location of each grasshop-
per, we rewrite it as follows [21]: 

30) Xi=∑ ubd-lbd

2
 s(|xi(t)-xj(t)|) 

xi(t)-xj (t)
dij(t)

+Td͡(t)
nPop

j=1 (j≠i)

Table 5. Comparsion of the proposed method with other methods used in different studies

Reference Methods
Accuracy (%)

Two Classes Multi 
Classes 

[34] TQWT Preprocessing + Npn-Linear and Statistical Features + Ensemble Learning classifier 100 98

[35] TQWT Preprocessing + CLP features + RF classifier 99 --

[36] TQWT Preprocessing + Different Non-linear Features + Firefly Optimization feature selec-
tion  + RF Classifier 97 --

[37] EMD – TQWT Preprocessing + IP Feature Extraction + LS-SVM Classfier 99 --

[38] TQWT Preprocessing + CCE Feature Extraction + Different Classifiers 98.30 98.20

[39] STFT Preprocessing + Spectrum Energy Feature Extraction + Different Classifiers 95.56 --

[40] DWT Preprocessing + Dynamic Feature Extraction Methods + FSFS Feature Selection + LS-
SVM Classifier 99.50 --

[41] LSP Preprocessing + NCA Feature Extraction + SVM Classifier 99.10 96.50

[42] FBSE Preprocessing + WMRPE Feature Extraction + RF Classifier 98.93 --

[43] Matrix Determinant Based Feature Extraction + MLP Classifier 96.94 95.97

[44] IMFs Preprocessing + AmE Feature Extraction + DESA Feature Selection + RF Classifier 97.97 98.00

[45] DWT Preprocessing + Statistical Features + ANN Classifier -- 97.33

[46] DWT Prepocessing + Different Linear and Non-Linear Features + RF Classifier 95.60 --

[47] CEEMD Preprocessing + RCMDE Feature + Different Feature Selection Methods + ANN 
Classifier 99.00 98.97

[48] WPD Preprocessing + Energy and ApEn Features + E-LPP Feature Selection + LS-SVM Clas-
sifier 99.50 --

[49] DWT Preprocessing + Statistical Features + CCP and PCA Feature Reduction + LSTM Classi-
fier 99.00 --

[50] STFT Preprocessing + Haralick’s Texture Feature from Beta Sub-Band + DT Classifier 92.50 --

[51] ECT Preprocessing + Graph Theory and FD Features + RF Classifier 98.50 --

[52] Clustering and Covariance Matrix Preprocessing + Statistical Features + Non-Parametric 
Tests Feature Selection + AB-LS-SVM Classifier 99.00 --

Proposed 
Method TQWT Preprocessing + Different Features + AE Feature Reduction + GOA/SVM Classifier 99.42 99.23
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Where, is the upper bound in the D-th dimension, lbd is 
the lower bound in the D-th dimension, and is the value of 
the D-th the dimension in the target, and c is a decreasing 
coefficient  [21]. Equation 31 defines the next position of the 
grasshopper  [21]: 

31) Xi=∑ ubd-lbd

2
 s(|xi(t)-xj(t)|) 

xi(t)-xj (t)
dij(t)

+Td(͡t)
nPop

j=1 (j≠i)

where, is the next position of the grasshopper i, is the cur-
rent position of the grasshopper i, is the position of all other 
grasshoppers, and is the target position  [21]. The param-
eter c is calculated as  [21]: 

32) C=Cmax-t
cmax-cmin

tMax
where is the maximum value C (usually close to 1), is the 

minimum value C (usually close to +0), t is the current it-
eration, and tMax is the maximum iteration. The adaptive 
parameter c is used twice in Equation 32; the first c estab-
lishes a balance between exploration and exploitation. This 
c is highly resembling the w parameter in the PSO optimi-
zation algorithm. The second c reduces the attraction zone, 
comfort zone, and repulsion zone between grasshoppers 
(Equation 33)  [21].

33) Xi=∑ ubd-lbd

2
 s(|xi(t)-xj(t)|) 

xi(t)-xj (t)
dij(t)

+Td(͡t)
nPop

j=1 (j≠i)

K-nearest neighbor 

We also used the K-Nearest Neighbor (KNN) for feature 
classification. The KNN is a simple algorithm that store 
all available cases and classifies the new cases based on 
distance functions [31]. KNN is utilized in pattern recogni-
tion and statistical estimation as a non-parametric method. 
Majority vote of the neighbors is considered to classify a 
case. By meauring the distance function, a class is being as-
signed to a case. The advantages of KNN includes: (a) it is 
easy to implement and simple, (b) it can be used for regres-
sion and classification problems, and (c) there is no need to 
tune parameters, make extra assumptions or build a model. 
Howerev, its disadvantage is that as the number of indepen-
dent variables or predictors increase, the performance of the 
algorithm decreses significantlly.

Random forest 

The interpretability of DT method and their logical 
course of training have always attracted the attention of 
researchers, but one of the problems of this method is 
its quick overfitting. Random Forest (RF) is one of the 
methods to solve this problem. In this study, it was also 
used for classification of features. It has high accuracy, ap-

propriate learning speed, and ability to separate data in 
high-dimensional spaces. By training different DTs and 
voting among them, these models become more robust 
to outliers and noises [31].

Validation

The classification results were evaluated using 10-fold 
cross validation method. The performance of the algorithm 
was estimated using metrics such as Specificity (Spec), 
Sensitivity (Sens), Accuracy (ACC), Precision (Prec), and 
F1-Score (FS) whose equations are presented below. These 
terminologies are extracted from confusion matrix which 
consists of True Positive (TP), False Negative (FN), True 
Negative (TN) and False Positive (FP) [22].

Results 

In this study, in order to implement the proposed method 
for detection of epileptic seizures, a system with 16 GB 
RAM, Nvidia GeForce GTX 1070, and Intel Core i7 was 
used. The preprocessing and feature extraction were con-
ducted in MATLAB 2019a. The the AE method and classi-
fication techniques were implemented using Python, Keras, 
and Scikit-learn softwares [3, 34]. In the proposed method, 
the Bonn dataset was used for the diagnosis of epileptic sei-
zures. As indicated in Table 2, we used six different clas-
sification problems. First, the EEG signals from the Bonn 
dataset were decomposed into 5-second time windows. 
Then, the TQWT was used for signal decomposition into 
different frequency sub-bands. Next, different statistical 
and non-linear features were extracted from the TQWT 
sub-bands. In this regard, 153 features were extracted. The 
AE method with 7 layers was used for feature reduction. By 
this method, the number of features was reduced to 32. At 
the end, different algorithms were used for classification. 

When optimization algorithms such as medical data clas-
sification are used in ML, researchers often perform the 
method several times in a same conditions to obtain valid 
results. In this regard, we performed all classification algo-
rithms 10 times in a exactly same conditions to obtain valid 
results. The results of each classification algorithm for dif-
ferent modes are presented in Table 4. According to the 
results, by using the GOA/SVM method, higher accuracy 
was obtained compared to other classification algorithms.

Discussion

Epilepsy is a brain disorder, which is known as a neuro-
logical disorder and causes seizures or abnormal behavior, 
emotions, and sometimes anesthesia [1-4]. One of the most 
commonly used functional neuroimaging methods fro the 
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diagnosis of epileptic seizures is EEG. It can find the ex-
act location of epilepsy, and its recording is less expensive 
than other neuroimaging methods [1-4]. EEG signals cause 
some challenges for physicians despite their advantages. 
EEG recording is conducted in a long-term period to detect 
epileptic seizures, which challenges physicians for accu-
rately locating the disease. Epileptic seizures are difficult 
to diagnose because EEG images often contain a variety of 
internal and external abnormalities. 

Conclusion

A novel method for epileptic seizure detection was pre-
sented in this study based on ML and DL techniques to 
overcome these challenges. Preprocessing of TQWT sub-
bands, extraction of statistical and nonlinear features, fea-
ture reduction by a DL-based AE method, and classification 
by the GOA/SVM model were used in this study to detect 
epileptic seizures from EEG signals. Adopting the features 
extracted in this study improved the accuracy of epileptic 
seizures detection. Table 5 compares the results of the pro-
posed method with other methods used EEG signals for 
epileptic seizures detection.

The results of the proposed method were more accurate 
than other methods due to proper preprocessing, feature ex-
traction, feature selection, and classification. The proposed 
method can be implemented in a hardware or software to 
help physicians detect epileptic seizures. Future research 
can focus on new techniques of DL such as attention learn-
ing, graph, and q-learning for epileptic seizures detection 
using EEG signals [56-60]. Deep feature fusion techniques 
can also be used in future studies, as well a the combination 
of handcrafted features with DL techniques for epileptic 
seizures detection [61-63].

34) Acc= TP+TN
FP+FN+TP+TN

35) Sens= TP
TP+FN

36) Spec= TN
FP+TN

37) Prec= TP
TP+FN

38) FS= 2 TP
2 TP+FP+FN
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اهداف صرع یک بیماری اختلال مغزی است که کیفیت زندگی افراد را تحت تأثیر قرار می دهد. اگر در مراحل اولیه تشخیص داده شود، گسترش 
نخواهد یافت. سیگنال های الکتروانسفالوگرافی برای تشخیص تشنج های صرع استفاده می شود. با این حال، این سیستم غربالگری نمی تواند 
حالت های تشنج صرع را دقیقاً تشخیص دهد. با وجود این، با کمک سیستم های تشخیصی به کمک رایانه )CADS(، متخصصان مغز و اعصاب 
می توانند مراحل تشنج صرع را به درستی تشخیص دهند. هدف از این مطالعه تشخیص تشنج صرع با استفاده از سیگنال های EEG و تشخیص 
مراحل مختلف آن است. CADS پیشنهادی در این مطالعه با استفاده از ویژگی های آماری و غیرخطی مختلف، قادر به تشخیص دقیق و سریع 

تشنج های صرع است. بنابراین، این سیستم می تواند به متخصصان مغز و اعصاب در تشخیص دقیق تر کمک کند.

مواد و روش ها این مقاله بر روی یک روش جدید برای تشخیص تشنج صرع بر اساس سیگنال های الکتروانسفالوگرام با استفاده 
از مجموعه داده بن برای آزمایشات استفاده می شود و سیگنال های  ابتدا  از تکنیک های هوش مصنوعی )AI( تأکید می کند. 
تجزیه و تحلیل  برای  تنظیم  قابل   q عامل  موجک  تبدیل  سپس  می شوند.  تقسیم  پنج ثانیه ای  فواصل  به  الکتروانسفالوگرام 
و   )FDs( فراکتال  )ابعاد  غیرخطی  و  آماری  ویژگی  استفاده شد. چند  باندهای مختلف  زیر  به  الکتروانسفالوگرام  سیگنال های 
آنتروپی( زیرباندهای تبدیل موجک عامل Q قابل تنظیم برای روش های استفاده شده در آنتروپی و فرکتال استخراج می شوند. 
در روش بعدی از روش هوش مصنوعی با لایه های پیشنهادی برای کاهش ویژگی ها استفاده می شود و در نهایت الگوریتم های 
 K-Nearest نزدیک ترین همسایه ،)SVM-GOA( طبقه بندی مختلف مانند دستگاه بردار پشتیبانی با الگوریتم بهینه سازی ملخ
Neighbors ،(KNN) و جنگل تصادفی استفاده می شوند. استفاده از AE برای کاهش ویژگی و SVM-GOA برای طبقه بندی، 

نشان دهنده تازگی این مطالعه است.

یافته ها با توجه به نتایج، روش پیشنهادی، تشخیص تشنج صرع عملکرد بهتری را در مقایسه با کارهای مرتبط نشان داد. روش 
برای مشکلات طبقه بندی  و 99/23 درصد  میزان 99/42  به  بالاتری  میزان دقت  دارای   SVM-GOA پیشنهادی طبقه بندی 

دوکلاسه و چند کلاسه است.

نتیجه گیری ترکیب ویژگی های مؤثر در تشخیص دوره های تشنج صرع همراه با روش های طبقه بندی مناسب، دقت CADS را افزایش 
می دهد. با توجه به اهمیت تشخیص انواع حملات صرع، یک CADS با دقت بالا در این کار معرفی شده است. دقت بالا، استفاده از 

روش های مختلف برای استخراج ویژگی ها و طبقه بندی از جمله مزایای روش پیشنهادی ماست.

کلیدواژه ها: 
تشنج صرع، 

 ،EEG سیگنال های
تشخیص، استخراج 
SVM-GOA ،ویژگی

تاریخ دریافت: 27 شهریور 1400
تاریخ پذیرش: 13 آذر 1400

تاریخ انتشار: 11 دی 1400

مقدمه

صرع یک خطر عصبی مزمن غیر قابل انتقال است که ممکن 
است بر روی افراد در هر سنی تأثیر بگذارد [1]. ممکن است از آن 
به عنوان یک بیماری شایع مغزی یاد شود. تقریباً 50 میلیون نفر 
در سراسر جهان به شکل اغراق آمیزی به آن مبتلا هستند. ۸0 
درصد مبتلایان به این بیماری در کشورهای متوسط و کم درآمد 

زندگی می کنند. در صورت درمان و تشخیص مناسب، 70 درصد 
از افراد مبتلا به این بیماری می توانند به زندگی بدون تشنج برسند. 
خطر مرگ زودرس در افراد مبتلا به صرع 3 برابر بیشتر از افراد 
عادی است. سه چهارم بیماران صرعی که در کشورهای در حال 
توسعه زندگی می کنند، نمی توانند به درمان لازم بپردازند [2]. 
چنین بیمارانی و خانواده هایشان از تبعیض و انگ رنج می برند. 
صرع دو نوع عمومی و کانونی دارد [3]. اثرات صرع کانونی بر روی 
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ناحیه ای از مغز است و پیدا کردن بخشی از مغز که تحت تأثیر 
صرع کانونی قرار گرفته است برای مراقبت های پزشکی مهم است. 
شصت درصد بیماران صرع کانونی و بیست درصد بیماران مبتلا 
به صرع عمومی به دارو مقاوم می شوند و برای چنین بیمارانی نیاز 

به عمل جراحی است [4].

روش های مختلفی برای تشخیص تشنج صرع ارائه شده است، 
از جمله روش های بالینی و روش های تصویربرداری عصبی [2 ،1] 
که در میان آن ها روش های تصویربرداری عصبی به طور گسترده 
توسط پزشکان استفاده می شود [2 ،1] . به طور کلی، روش های 
ساختاری  و  عملکردی  روش های  به  عصبی  تصویربرداری 
طبقه بندی می شوند [3-1] و ثبت سیگنال های الکتروانسفالوگرافی 
یک روش تشخیص تشنج صرع بر اساس روش های تصویربرداری 
عصبی عملکردی است [2 ،1]. سیگنال های الکتروانسفالوگرافی 
به  ارائه می دهند که  از محل تشنج صرع  را  اطلاعات ضروری 
بالاتر  دقت  با  را  صرعی  تشنج های  تا  می کند  کمک  پزشکان 

تشخیص دهند [1-3].

سیگنال های  طریق  از  صرع  تشنج های  تشخیص 
الکتروانسفالوگرافی کاری چالش برانگیز برای پزشکان متخصص 
است [2 ،1]. سیگنال های الکتروانسفالوگرافی با پیچیدگی نسبتاً 
زیادی همراه هستند و برای تشخیص صحیح، چالش و دشواری 
ایجاد می کنند [2 ،1]. بر این اساس، با استفاده از روش هوش 
مصنوعی1، هدف محققان تشخیص زودهنگام تشنج های صرع 
از طریق سیگنال های الکتروانسفالوگرافی است. تشنج های صرع 
با استفاده از یادگیری ماشینی2 [6-4] و یادگیری عمیق3 [۸ ،7] 

انجام می شوند که از جمله تکنیک های هوش مصنوعی هستند.

در CADS مبتنی بر ML، تکنیک های استخراج ویژگی شامل 
زمان، فرکانس، زمان ـ فرکانس و روش های غیر خطی [12-9] 
است. همچنین در CADS مبتنی بر روش های DL تکنیک های 
شبکه های  خودکار4،  رمزنگار های  صرع،  تشنج های  تشخیص 
عصبی بازگشتی5، شبکه های عصبی کانولوشن6 و شبکه های باور 

عمیق هستند7 [13-19].

عابدین و همکاران [45] یک روش تشخیص تشنج صرع را بر 
اساس ویژگی های آماری ارائه کردند و به نتایج امیدوارکننده ای 
دست یافتند. این مطالعه ابتدا از یک مجموعه داده بن و روش تبدیل 
موجک گسسته۸ برای پیش پردازش و تجزیه وتحلیل سیگنال های 

1. Artificial Intelligence (AI)
2. Machine Learning (ML)
3. Deep Learning (DL)
4. Autoencoder (AEs)
5. Returned Neural Network (RNNs)
6. Convolutional Neural network (CNNs)
7. Deep Belief Network (DBNs)
8. Discrete Wavelet Transform (DWT)

الکتروانسفالوگرافی به زیرباندهای مختلف استفاده کرد. سپس، 
هر زیرباند DWT برای استخراج برخی از ویژگی های آماری مورد 
بررسی قرار گرفت و شبکه عصبی مصنوعی9 برای طبقه بندی 
داده ها استفاده شد. سینگ و همکاران [47] روش جدیدی برای 
تشخیص تشنج صرع از سیگنال های الکتروانسفالوگرافی مجموعه 
داده بن پیشنهاد کردند. آن ها از روش های تجزیه ی مد تجربی 
یکپارچه کامل، یعنی تجزیه مجموعه های تکمیلی حالت تجربی10 
و آنتروپی پراکندگی چند مقیاس تصفیه شده11 برای انجام پیش 
پردازش و استخراج خواص استفاده کردند و روش های مختلفی 
را برای انتخاب ویژگی آزمایش کردند تا اندازه ماتریس ویژگی 
عصبی  شبکه  طبقه بندی  تکنیک  درنهایت،  دهند.  کاهش  را 
مصنوعی استفاده شد و به نتایج امیدوارکننده ای منجر شد. علیو 
و همکاران [49] یک تشخیص تشنج صرع را بر اساس انتخاب 
تبدیل موجک بهینه ارائه کردند. برای تجزیه و تحلیل داده های 
سیگنال های الکتروانسفالوگرافی، از روش تبدیل موجک گسسته 
به منظور تجزیه آن ها به زیرباندهای متعدد و استخراج اطلاعات 
آماری مختلف از هریک استفاده شده است. درنتیجه، رویکردهای 
ضریب همبستگی و ویژگی P (CCP) و تحلیل مؤلفه اصلی12 
برای به حداقل رساندن اختصاصیت مورد استفاده قرار گرفتند. 
برای  پیشنهادی  با لایه های  ماندگار13  مدل حافظه کوتاه مدت 
طبقه بندی ویژگی های ورودی استفاده شد که منجر به دقت 99 
درصد شد. محققان [50] ویژگی های هارالیک14 را به  عنوان روشی 
برای تشخیص تشنج های صرع از سیگنال های الکتروانسفالوگرافی 
در نظر گرفتند که با استفاده از تبدیل فوریه کوتاه مدت15 برای 
استخراج ویژگی های هارالیک به تصاویر دوبعدی تبدیل شدند. 
درنهایت از روش درخت تصمیم16 برای طبقه بندی استفاده شد 
و نتایج تحقیق با دقت 92/50 درصد به دست آمد. همچنین 
محققان [51] از نظریه های FD و گراف برای استخراج ویژگی 
استفاده کردند و از روش ECT برای پیش پردازش سیگنال های 
الکتروانسفالوگرافی به عنوان اولین مرحله مطالعه استفاده کردند. 
سپس، آن ها نظریه گراف و ویژگی های مبتنی بر ابعاد فراکتال17 
را از سیگنال های الکتروانسفالوگرافی استخراج کردند. درنهایت 
از روش RF برای طبقه بندی استفاده کردند و به دقت 9۸/50 

درصد رسیدند.

ویژگی های  استخراج  بر  مبتنی  روش جدید  یک  مقاله  این 

9. Artificial Neural Network (ANN)
10. Complementary Ensemble Empirical Mode Decomposition 
(CEEMD)
11. Refined Composite Multi-scale Dispersion Entropy (RCMDE)
12. Principal component analysis (PCA)
13. Long short-term memory (LSTM)
14. Haralick
15. Short-Time Fourier Transform (STFT)
16. Decision Tree (DT)
17. FRACTAL Dimension (FD)
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 SVM-GOA و روش طبقه بندی DL غیرخطی، کاهش ویژگی
ارائه می دهد. در این مقاله، از سیگنال های الکتروانسفالوگرافی 
مجموعه داده بن، برای تشخیص تشنج صرع استفاده شده است. 
تصویر شماره 1 قطعه نموداری از روش پیشنهادی برای تشخیص 

تشنج صرع از سیگنال های الکتروانسفالوگرافی را نشان می دهد.

پزشکان باید سیگنال های الکتروانسفالوگرافی را در فرکانس های 
خاص آنالیز کنند تا تشنج های صرع را به درستی تشخیص دهند. 
تبدیل موجک پرکاربردترین روش برای پیش پردازش و استخراج 
فرکانس های قابل توجه از سیگنال های الکتروانسفالوگرافی است. 
انواع مختلفی از تبدیل های بنفش در تحقیقات مختلف مورد 
استفاده قرار گرفته اند که در میان آن ها رویکرد تبدیل موجک 
عامل Q قابل تنظیم1۸ یکی از بهترین روش ها برای پیش پردازش 
سیگنال های الکتروانسفالوگرافی است [20]. نشان داده شده است 
که این روش نسبت به روش تبدیل موجک گسسته در زمینه 
پیش پردازش و تجزیه و تحلیل سیگنال های الکتروانسفالوگرافی 
این  بنابراین،  است.  کارآمدتر  مختلف  فرکانس  زیرباندهای  به 
مقاله از تبدیل موجک عامل Q قابل تنظیم برای پیش پردازش 
و تجزیه و تحلیل سیگنال های الکتروانسفالوگرافی مجموعه داده 
بن استفاده کرد. پارامترهای تبدیل موجک عامل Q قابل تنظیم 
مشابه J = ۸ و r = 3 وQ = 1 [34] انتخاب شدند و تجزیه و تحلیل 
 Q سیگنال های الکتروانسفالوگرافی با روش تبدیل موجک عامل
قابل تنظیم منجر به استخراج خواص مهم از زیر باندهای فرکانس 
شد که می تواند میزان دقت تشخیص تشنج صرع را افزایش دهد. 

از  مختلفی  غیرخطی  و  آماری  ویژگی های  بعد،  مرحله  در 
سیگنال های الکتروانسفالوگرافی استخراج می شود و پنج لحظه 
آماری، ویژگی های غیرخطی مانند رویکردهای FD و آنتروپی از 
زیرباندهای تبدیل موجک عامل Q قابل تنظیم بازیابی می شوند. 
هیگوچی، کاتز، پتروسیان، و نمای هرست برخی از ویژگی های 
غیرخطی مبتنی بر فراکتال ها هستند و شانون، نمودار انرژی، 
جمله  از  نمودار  و  طیفی  بازگشتی،  فازی،  تسالیس،  نمونه، 
نتیجه،  در  هستند.  آنتروپی  بر  مبتنی  غیرخطی  ویژگی های 
درمجموع 153 ویژگی از هر فریم سیگنال  الکتروانسفالوگرافی 
استخراج شد. مدل AE با لایه های پیشنهادی برای کاهش ویژگی 
به عنوان اولین تازگی این مقاله استفاده شد و ویژگی ها را از 153 

به 32 کاهش داد.

 SVM علاوه بر این، چندین رویکرد یادگیری ماشینی شامل
SVM-GOA ،KNN، و RF برای طبقه بندی استفاده می شوند. 
دومین نکته جدید این مقاله استفاده از الگوریتم GOA در ارتباط 
با طبقه بندی SVM است. الگوریتم GOA یک روش بهینه سازی 
 SVM جدید است که تاکنون در تشخیص تشنج صرع همراه با
بهینه سازی  روش های  از   GOA رویکرد  است.  نشده  استفاده 

18. Tunable Q-factor Wavelet Transform (TQWT)

گرادیان از نظر سرعت و عملکرد بهتر عمل می کند. الگوریتم های 
بهینه سازی گرادیان معمولًا کند هستند و انتخاب پارامترهای 
نادرست می تواند منجر به کارایی نامناسب شود. علاوه بر این، 
بنابراین،  نیستند.  کارآمد  مسائل  همه  در  گرادیان  روش های 
 ،[53] ژنتیک19  الگوریتم  جمله  از  فراابتکاری،  الگوریتم های 
بهینه سازی ازدحام ذرات20 [54]، ازدحام پرورش )BS( [55] و 
غیره، برای بهینه سازی الگوریتم های طبقه بندی استفاده می شوند.

مواد و روش ها

در این بخش روش پیشنهادی برای تشخیص تشنج صرع در 
سیگنال های الکتروانسفالوگرافی ارائه شده است. روش پیشنهادی 
ویژگی،  استخراج  پیش پردازش،  داده،  انتخاب  مراحل  شامل 

انتخاب ویژگی و درنهایت طبقه بندی است.

مجموعه داده

مجموعه داده بنُ

مجموعه داده بن توسط گروهی از محققین در دانشگاه بن ثبت 
شد و به طور گسترده در زمینه تجزیه و تحلیل و تشخیص تشنج 
صرع استفاده شده بود [22]. مجموعه داده بنُ داده های تک کانالی 
500 سیگنال الکتروانسفالوگرافی در دسترس عموم است. از آن در 
173/6 هرتز با مدت زمان 23/6 ثانیه نمونه برداری شد. آن ها از پنج 
کلاس تشکیل شده بودند. S، F، N، O و Z با 100 کانال ثبت شده 
در هر کلاس [22]. پنج کنترل سالم در حالت آرام و بیدار با طرح 
قرار دادن الکترود استاندارد 10-20 به داده های سطح سیگنال های 
جمع آوری  برای  کردند.  کمک   Z و   O الکتروانسفالوگرافی کلاس 
داده های کلاس های S ، F و N از الکترودهای داخل جمجمه ای برای 
پنج بیمار مبتلا به صرع استفاده شد. نیمکره ناحیه صرع زا و نیمکره 
مخالف به ترتیب برای ثبت سیگنال های کلاس های F و S در طول 
دوره اینترکتال استفاده شد. در مورد ثبت طبقه S دوره ایکتال در 
نظر گرفته شد. فرکانس های برش در محدوده 0/53 تا 40 هرتز با 
واکنش متناهی ضربه با فیلتر باند میان گذر 20 مرتبه برای فیلتر 
شد[22].  اعمال  الکتروانسفالوگرافی  سیگنال های  داده های  کردن 
تصویر شماره 2 سیگنال های الکتروانسفالوگرافی مجموعه داده بن 
را نشان می دهد. همچنین سایر اطلاعات این پایگاه درجدول های 

شماره 1 و 2 آمده است.

پیش پردازش

تبدیل موجک عامل Q قابل تنظیم

تحقیقات  در  و  است  تبدیل موجک گسسته  از  نوع خاصی 
تبدیل  در   .[20] است  شده  استفاده  پزشکی  زیست  سیگنال 

19. Genetic Algorithm (GA)
20. Particle Swarm Optimization (PSO)
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موجک عامل Q قابل تنظیم، افزونگی، تعداد سطوح تجزیه و 
 Q را می توان تنظیم کرد. سیگنال های نوسانی با مقدار Q فاکتور
بالا و سیگنال های گذرا با مقدار Q پایین تجزیه و تحلیل می شوند. 
مفهوم بانک فیلتر دو کاناله در تبدیل موجک عامل Q قابل تنظیم 
اعمال می شود. فاکتورهای مقیاس پایین و بالا گذر برای بانک های 
فیلتر با دو کانال با γ و δ نشان داده می شوند. عبارت ریاضی پاسخ 

فرکانس فیلتر پایین گذر در فرمول شماره  1 آمده است [20]:

.1

 T0(ω)= θ
1,     if|ω|≤(1 –δ)π

ω+(δ-1)π
γ+δ-1

,if (1 -δ)π< |ω| <γπ,
0,      if γπ≤ |ω| ≤π

عبارت ریاضی پاسخ فرکانس فیلتر بالا گذردر فرمول شماره 
2 آمده است:

.2

 ,if (1 -δ)π< |ω| <γπ,T1(ω)=  θ γπ-ω
γ+δ-1

0,    if|ω|≤(1 –δ)π,

1,  if γπ≤ |ω| ≤π

اطلاعات بیشتر در مورد تبدیل موجک عامل Q قابل تنظیم در 
برخی منابع ارائه شده است [20]. این مقاله Q ، J، و r را به ترتیب 
۸، 3 و 1 تعریف می کند. در تصویر شماره 3، زیرباندهای تبدیل 
موجک عامل Q قابل تنظیم بر اساس پارامترهای تعریف شده 
نشان داده شده اند. همچنین پاسخ فرکانس موجک در تصویر 

شماره 4 ترسیم شده است.

استخراج ویژگی

در این بخش، روش های مختلف استخراج ویژگی برای تشخیص 
 Q تشنج صرع را ارائه می کنیم. در ابتدا، تبدیل موجک عامل
قابل تنظیم برای تجزیه سیگنال های الکتروانسفالوگرافی استفاده 
شد و در ادامه، ویژگی های متفاوتی مانند آماری، غیرخطی بر 
اساس فراکتال و غیرخطی بر اساس آنتروپی در زیرباندهای تبدیل 

موجک عامل Q قابل تنظیم استخراج شد.

ویژگی های آماری

این  است. در  این بخش معرفی شده  آماری در  ویژگی های 
عامل  موجک  تبدیل  زیرباندهای  از  آماری  لحظه  پنج  مقاله، 
 3 شماره  جدول   .[23] است  شده  استخراج  تنظیم  قابل   Q
ویژگی های آماری برای تشخیص تشنج های صرع در سیگنال های 

الکتروانسفالوگرافی را نشان می دهد.

ویژگی های فراکتال

تبدیل  زیر باندهای  از  فراکتال  ویژگی های  بخش،  این  در 

موجک عامل Q قابل تنظیم استخراج می شود. در حوزه پردازش 
سیگنال های مغزی، ویژگی های فراکتال اطلاعات مهمی را در 
مورد سیگنال های الکتروانسفالوگرافی ارائه می کنند. سیگنال های 
الکتروانسفالوگرافی رفتار آشفته ای دارند و روش های غیرخطی، 
به عنوان مثال، تکنیک فراکتال، می توانند اطلاعات مهمی را از 
این داده ها استخراج کنند. این مقاله ویژگی های فراکتال، از جمله 
کاتز، هیگوچی، و پتروسیان را از زیرباندهای تبدیل موجک عامل 
Q قابل تنظیم استخراج می کند. هر روش در ادامه مورد بررسی 

قرار گرفته است.

هیگوچی فراکتال

x(1)، x(2)،…….، x(N) دنباله زمانی مورد بررسی را در نظر 
Xm را به عنوان [12] ایجاد کنید 

k سری زمانی جدید k .بگیرید
)فرمول شماره 3(.

.3

xm
k={x(m),x(m+k),x(m+2k),…….x(m+[ N-m

k ]k)},for 
m=1,2,…k

در جایی که [a] قسمت صحیح a را نشان می دهد، k به معنای 
فاصله زمانی گسسته بین نقاط، m به معنای مقدار زمانی اولیه 
 Lm(k) ایجاد شده، میانگین طول Xm

k است. برای هر سری زمانی
به صورت فرمول شماره 4 محاسبه می شود [12].

.4

 
∑(N-m)/k|x(m+ik)-x(m+(i-1)k|(n-1)i=1

[ N-m
k ]k

Lm(k)=

تأخیر k در تمام سری های زمانی با طول متوسط k، به صورت 
میانگین طول های k Lm(k) برای m=1,….,k محاسبه می شود. 
مجموع  و  می شود  تکرار  روش  این   ،Kmax تا   1 از   k هر  برای 
طول های متوسط L(k) برای هر k همان طور که در فرمول شماره 

5 نشان داده شده است [12] تولید می شود. 

 .5

 L(k)=∑Lm(k)
m=1

k
L(k) متناسب با k-D، که در آن D ،FD توسط الگوریتم برای 

طول متوسط کل برای مقیاس k است [12].

کاتز فراکتال

بعد فراکتال یک منحنی را می توان به صورت فرمول شماره 6 
اراده کرد [12].

.6
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 D=
log10(d)
log10(L) 

به طوری که در آن d قطر تخمین زده شده به منظور فاصله 
بین نقاط دنباله ای است که دورترین فاصله و اولین نقطه دنباله 
را فراهم می کند و L طول کل منحنی است. d را می توان از نظر 

ریاضی به صورت فرمول شماره 7 بیان کرد [12]:

.7

d=max(distance(1,i) 

نقطه i همان نقطه ای است که با اولین نقطه حداکثر می شود. 
محاسبه شده  FD های  به  استفاده  مورد  واحدهای  اندازه گیری 
بستگی دارد. اگر واحدها متفاوت باشند، FD ها متفاوت هستند. 
رویکرد کاتز سعی می کند با ایجاد یک واحد عمومی مشکل را 

حل کند [12] )فرمول شماره ۸(.

.۸

 D=
log10(L/a̲)
log10(d/a̲) 

باشد،  تعداد مراحل منحنی است   n که در آن ،n= L/a اگر
معادله مذکور را می توان به صورت زیر نوشت که استراتژی کاتز 
را  الکتروانسفالوگرافی  سیگنال   فراکتال  بعد  اندازه گیری  برای 

خلاصه می کند [12] )فرمول شماره 9(.

.9

 D=
log10(n)

log10 (d/L)+log10(n)
فراکتال پتروسیان

این  معادله  است.  شده  ارائه  پتروسیان  روش  بخش  این  در 
تکنیک فراکتال به صورت فرمول شماره 10 است [12].

.10

 
log10n+log10(

n
n+0.4 N∆)

D=
log10n

به طوری که در آن ∆N تعداد جفت های غیرمشابه و n طول 
دنباله در دنباله باینری به  دست  آمده است [12].

نمودارهرست

معادله توان هرست21 به صورت فرمول شماره 11 است [25].

.11

21. Hurst exponen (HE)

 HE=
log10(R⁄S)
log(T)  

به طوری که S انحراف استاندارد است، T مدت زمان داده های 
نمونه و R نشان دهنده تفاوت بین حداقل و حداکثر انحراف از 

میانگین است.

ویژگی های آنتروپی

استخراج مشخصه  برای  آنتروپی های مختلف  مقاله،  این  در 
سیگنال های الکتروانسفالوگرافی مورد بهره برداری قرار می گیرند. 

در ادامه معادلات تمامی آنتروپی ها شرح داده شده است.

آنتروپی شانون

آنتروپی شانون، تکنیک آنتروپی اساسی برای استخراج ویژگی 
در سیگنال های الکتروانسفالوگرافی است [26]. معادله آنتروپی 

شانون به صورت فرمول شماره 12 است.

.12

 H(X)=∑Pilog2Pi
i=0

N-1

به طوری که در این فرمول، Pi احتمال وقوع یک نماد معین 
است.

نمودار LOg آنتروپی انرژی

لگ آنتروپی انرژی را می توان به صورت فرمول شماره 13 نشان 
داد [26].

.13

 ELog=∑)log(Ei
2)

K

i=0
سیگنال  طول  ترتیب  به   Ei و   K آن  در  که  طوری  به 
الکتروانسفالوگرافی و nامین نمونه سیگنال الکتروانسفالوگرافی را 

نشان می دهند.

آنتروپی نمونه 

در فرمول شماره 14، فرمول آنتروپی نمونه نشان داده شده 
است [26].

.14

SampEn=-log(A/B)

به طوری که A به تعداد کل جفت بردارهای طول m + 1 اشاره 
دارد. همچنین، B شامل تعداد کل جفت های بردار طول m است.
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تصویر 1. روش پیشنهادی برای تشخیص تشنج صرع

تصویر 2. نمونه مجموعه داده های بن سیگنال های الکتروانسفالوگرافی از پنج نمونه.

تصویر 3. زیرباندهای سیگنال های الکتروانسفالوگرافی با استفاده از تبدیل موجک عامل Q قابل تنظیم
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تصویر 6. الگوهای اصلاحی اولیه بین افراد در دسته ای از ملخ ها ]21[

تصویر EA .5 پیشنهادی برای کاهش ویژگی

تصویر 4. پاسخ فرکانس برای TQWT با پارامترهای Q ،J و r پیشنهادی.
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جدول 1. توضیح کامل پنج زیر مجموعه، مجموعه داده

مجموعه ها
آزمودنی ها 

مرحله بیمار تعداد مورد  تعداد داده ها طول بخش ها

Set A Eye Open 5 100 4097

Set B Eye Close 5 100 4097

Set C Seizure Free 5 100 4097

Set D Seizure Free 5 100 4097

Set E  Seizure Activity 5 100 4097

جدول 2. جزئیات بیشتر در مورد طبقه بندی شش مسئله

ردیف طبقه بندی ها   توضیحات 

 1 A-E Healthy Control – Ictal

 2 B-E Healthy Control – Ictal

 3 C-E  Interictal – Ictal

 4 D-E Interictal – Ictal

 5 ABCD-E  Normal – Seizure

 6 AB-CD-E  Healthy Control – Interictal – Seizure

TQWT جدول 3. استخراج ویژگی های آماری در زیر باندهای

فرمولنام ویژگیفرمول

Xmean=
1
n ∑xi

1

n

3میانگین

Xvar=∑xi (xn-AM) 2
N-1n=1

N

 )Var( 4واریانس

Xku=∑xi (xn-AM) 4
(N-1)SD4

n=1

N

)Kur( 5کشیدگی

XSke=
1
n ∑xi (xn-AM) 3

(N-1)SD3n=1

N

)Skw( 6چولگی

XSke=   ∑xi (xn-AM) 2
N-1n=1

N

)STD( 7انحراف معیار
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آنتروپی تسالیس22

در فرمول شماره 15، آنتروپی تسالی معرفی شده است [26].

.15

 Ets=-(1-∑En
α),for α≠1

x

n-1

22. Tsallis entropy (Ets)

به طوری که در آن احتمال وقوع به منظور En نامیده می شود 
را دارد 

 
Px تا P1 است که محدوده مقادیر از P مقدار ویژگی Pn و

.[27]

آنتروپی فازی

برای سری زمانی x(i),i={1,…..,N}، آنتروپی فازی استاندارد 
Xi}} به 

m,i=1,….,N-m+1 [27] دنباله های برداری FuZZy En یا
صورت فرمول شماره 16 [26] ارائه شده است.

جدول 4. نتایج برای طبقه بندی کننده های مختلف

روش ها مجموعه ها پنجره دقت درستی اختصاصیت حساسیت F1-Score

 Standard
SVM

A-E

5

98/50 98/50 98/50 98/50 98/00

B-E 99/42 99/16 99/25 99/46 99/23

C-E 99/25 98/76 98/75 99/65 99/25

D-E 99/37 99/13 98/96 99/03 99/18

ABCD-E 99/21 99/23 99/25 99/15 99/16

AB-CD-E 99/11 99/08 98/96 99/08 99/19

SVM-GOA

A-E

5

99/57 99/78 99/98 99/94 99/27

B-E 99/41 99/86 98/75 99/83 99/32

C-E 99/38 99/71 99/68 99/43 99/51

D-E 99/42 99/86 99/52 99/62 99/37

ABCD-E 99/34 99/28 99/55 99/28 99/42

AB-CD-E 99/23 99/29 99/07 99/42 99/30

 KNN
(K=3)

A-E

5

98/62 97/32 97/54 97/79 97/43

B-E 98/37 98/25 98/31 98/49 98/37

C-E 97/62 97/37 97/24 98/03 97/62

D-E 98/87 98/13 98/37 98/23 98/77

ABCD-E 97/91 97/62 97/87 97/66 97/52

AB-CD-E 97/04 96/93 97/17 97/23 97/14

RF

A-E

5

99/71 99/62 99/59 99/63 99/52

B-E 99/31 98/69 98/59 99/71 99/14

C-E 99/28 99/27 99/16 99/17 99/22

D-E 99/18 99/15 99/09 99/29 99/21

ABCD-E 99/32 99/28 99/11 99/22 99/46

AB-CD-E 99/08 99/13 99/06 99/29 99/31
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.16

Xi
m={x(i),x(i+1),…,x(i+m-1)}-x0 (i)

به طوری که طول دنباله ها با m نشان داده می شود، x0 (i) یک 
خط مبناست [26].

فازی  عضویت  تابع  از  استفاده  با  تشابه  درجه   Dm
ij (n,r)

Xi و Xjm جایگزین تابع هوی ساید است 
m برای بردار μ(Dm

ij,n,r)

)فرمول شماره 17( [26].

.17

 μ(dij
m,n,r)=e

(dij
m)n

r
به طوری که r و n گرادیان و عرض تابع نموداری از پیش 
 Xj

m و Xim حداکثر اختلاف مطلق بین Dij
m ،تعریف شده هستند

هستند. تابع به صورت فرمول شماره 1۸ تعریف می شود [26].

جدول 5. کار پیشنهادی فشرده با سایر تحقیقات

کارها روش ها
دقت )درصد(

دو کلاسه چند کلاسه 

[34]
 TQWT Preprocessing + Npn-Linear and Statistical Features + Ensemble Learning

 classifier 100 98

[35]  TQWT Preprocessing + CLP features + RF classifier 99 --

[36]
 TQWT Preprocessing + Different Non-linear Features + Firefly Optimization

 feature selection + RF Classifier 97 --

[37]  EMD – TQWT Preprocessing + IP Feature Extraction + LS-SVM Classfier 99 --

[38] TQWT Preprocessing + CCE Feature Extraction + Different Classifiers 98/30 98/20

[39] STFT Preprocessing + Spectrum Energy Feature Extraction + Different Classifiers 95/56 --

[40]
 DWT Preprocessing + Dynamic Feature Extraction Methods + FSFS Feature

 Selection + LS-SVM Classifier 99/50 --

[41]  LSP Preprocessing + NCA Feature Extraction + SVM Classifier 99/10 96/50

[42]  FBSE Preprocessing + WMRPE Feature Extraction + RF Classifier 98/93 --

[43]  Matrix Determinant Based Feature Extraction + MLP Classifier 96/94 95/97

[44]
 IMFs Preprocessing + AmE Feature Extraction + DESA Feature Selection + RF

 Classifier 97/97 98/00

[45]  DWT Preprocessing + Statistical Features + ANN Classifier -- 97/33

[46]  DWT Prepocessing + Different Linear and Non-Linear Features + RF Classifier 95/60 --

[47]
 CEEMD Preprocessing + RCMDE Feature + Different Feature Selection Methods

 + ANN Classifier 99/00 98/97

[48]
 WPD Preprocessing + Energy and ApEn Features + E-LPP Feature Selection +

 LS-SVM Classifier 99/50 --

[49]
 DWT Preprocessing + Statistical Features + CCP and PCA Feature Reduction +

 LSTM Classifier 99/00 --

[50]
 STFT Preprocessing + Haralick’s Texture Feature from Beta Sub-Band + DT

 Classifier 92/50 --

[51]  ECT Preprocessing + Graph Theory and FD Features + RF Classifier 98/50 --

[52]
Clustering and Covariance Matrix Preprocessing + Statistical Features + Non-

 Parametric Tests Feature Selection + AB-LS-SVM Classifier 99/00 --
روش 

پیشنهادی
 TQWT Preprocessing + Different Features + AE Feature Reduction + SVM-GOA

 Classifier 99/42 99/23
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.1۸

 ∅m(n,r)=N-m
1 ∑(N-m-1

1  ∑ Dij
m)

N-m

i=1

N-m

j=1,j≠i

و  می شوند  تولید   m←m+1 تنظیم  با   {Xi
(m+1)} دنباله های 

m(n,r)∅ پس از آن ساخته می شوند. سری زمانی برای ورودی 
x(i) برای FuZZyEn، ∅m(n,r) با انحراف از  (n,r) (m+1)∅  تولید 

می شود که در فرمول شماره 19 نشان داده شده است [26].

.19

FuzzyEn(m,n,t,N)=ln ∅m(n,r)-ln∅(m+1)(n,r)

آنتروپی بازگشتی

معادله آنتروپی بازگشتی به صورت فرمول شماره 20 است 
.[26]

.20

 Ere=-∑R(n)ln[R(n)]
n=nmin

N

به طوری که R(n) توزیع فرکانس طول n خطوط مورب است 
.[26]

آنتروپی طیفی

SEN به صورت فرمول شماره 21 نشان داده می شود [26].

.21

 SEN=∑ pf log( 1
pf

)
f

آنتروپی نمودار

یک روش جدید استخراج ویژگی مبتنی بر نظریه گراف در این 
بخش ارائه شده است. آنتروپی مبتنی بر نظریه گراف در فرمول 

شماره 22 و 23 ارائه شده است [27].

.22

 Hn(m)= - ln(m!)
(∑m!

i=1p(πi)log(p(πi))
.23

 Hn(m)= - ln(m!)
(∑m!

i=1p(πi)log(p(πi))
AutOencOder کاهش ویژگی با استفاده از

کاهش ویژگی یکی از مراحل مهم در سیستم CADS تشخیص 
ویژگی های  اعمال  ویژگی،  کاهش  اصلی  هدف  است.  بیماری 
امر  این   .[2۸] است  طبقه بندی  الگوریتم های  ورودی  در  مهم 

سرعت طبقه بندی و دقت داده های ورودی را افزایش می دهد 
[2۸]. کاهش ویژگی به طور منظم با یادگیری ماشین معمولی و 
تکنیک های DL انجام می شود. در این مقاله از مدل AE و تعداد 
لایه های پیشنهادی برای کاهش ویژگی استفاده شده است. بر 
خلاف تکنیک های مرسوم، به عنوان مثال، PCA، کاهش ویژگی 
روش AE عملکرد بالاتری دارد AE .[2۸] پیشنهادی دارای هفت 
لایه است. تصویر شماره AE 5 را با لایه های پیشنهادی نشان 
می دهد. این روش یکی دیگر از نوآوری های مقاله است. در این 

بخش، 153 ویژگی به 32 ویژگی کاهش یافت.

طبقه بندی

ماشین بردار پشتیبان

SVM یکی از طبقه بندی کننده های برجسته مورد استفاده در 
حوزه یادگیری ماشین است. ایده اصلی SVM ایجاد ابرصفحه 
جداکننده بهینه در فضای ویژگی است که حاشیه بین نزدیک ترین 
نقاط داده هر کلاس و ابرصفحه را به حداکثر می رساند. در حالت 
تفکیک ناپذیری خطی، از توابع هسته برای نگاشت نمونه ها در یک 
فضای ویژگی با ابعاد بالاتر استفاده می شود که در آن داده ها به 

صورت خطی قابل تفکیک می شوند [29].

GOA بهینه سازی

SVM یکی از محبوب ترین روش های طبقه بندی است. با بهینه 
سازی پارامترهای مهم این روش از جمله هسته آن، می توان دقت 
سیستم CAD برای تشخیص صرع را بهبود بخشید. در ادامه این 
بخش، الگوریتم GOA با رویکرد بهینه سازی روش طبقه بندی 

SVM تشریح می شود.

مدل اعمال شده برای شبیه سازی رفتار و حرکت ملخ ها به 
صورت فرمول شماره 24 ارائه شده است [21].

.24

mXi (t+1)=S1(t)+Gi(t)+Ai(t),

i=1,2,…,nPop     t=1,2,…,tMax

تعریف  زیر  صورت  به  پارامترها  از  هریک  مذکور،  روابط  از 
می شوند:

Xi (t): موقعیت ملخ  iام در تکرار t ام؛

Si (t): تعامل اجتماعی ملخ iام در تکرار tام؛

Gi (t): نیروی گرانش روی ملخ iام در تکرار tام؛

AI (t): فرارفت باد روی ملخ iام در تکرار tام.

در ادامه هریک از تعاریف مذکور به تفصیل مورد بررسی قرار 
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محاسبه   25 شماره  فرمول  با  ملخ  اجتماعی  تعامل  می گیرد. 
می شود [21].

.25

 Si=∑s(dij) (dij)d̂ij
j=1 (j≠i)

nPop

dij=|x(i)- ام، محاسبه شده به صورتj  ام وi فاصله بین ملخ :dij

x(j)|

d ̂ij=(x(i)- ام که به صورت j ام به ملخi  بردار واحدی از ملخ :d ̂ij
x(j))/dij  محاسبه می شود.

S : تابعی برای تعریف قدرت نیروهای اجتماعی که به به صورت 
فرمول شماره 26توضیح داده شده است.

.26

s(d)=fe
d
l -e-d

که در آن f نشانگر شدت جاذبه و l مقیاس طول جذاب است. 
تابع s تأثیر تعاملات اجتماعی )دافعه و جاذبه( ملخ ها را نشان 
می دهد. تصویر شماره 6 الگوهای اصلاحی اولیه بین افراد را در 
دسته ای از ملخ ها نشان می دهد [21]. تصویر شماره 6 الگوهای 
اصلاحی اولیه بین افراد در یک دسته ملخ را نشان می دهد [21].

نیروی گرانش روی ملخ i ام به صورت فرمول شماره 27 تعریف 
می شود.

.27

Gi=-geg

به طوری که g نیروی گرانش است و eg نشان دهنده یک بردار 
واحد به سمت مرکز زمین است.

فرارفت باد روی ملخ i ام به صورت فرمول شماره 2۸ محاسبه 
می شود[21].

.2۸

Ai=-uew

که u رانش ثابت و ew بردار واحد باد است. حال با توجه به 
تعاریف به کار رفته، فرمول شماره 29 ارائه می شود [21].

.29

 
Xi=∑s(|x(i)-x(j)|) x(i)-x(j)

dij

-geg-uew

nPop

j=1 (j≠i)

معادله مذکور را نمی توان به عنوان یک مسئله بهینه سازی 
استفاده کرد، زیرا الگوریتم را از کاوش و بهره برداری مناسب در 
فضای جست وجو در اطراف یک راه حل منع می کند. دلیل دوم 

این است که این معادله برای مدل سازی فضای باز است. برای 
 GOA اصلاح معادله مذکور و ارائه یک مدل عملکردی از الگوریتم
برای به روزرسانی مکان هر ملخ، آن را به صورت زیر بازنویسی 

می کنیم )فرمول شماره 30( [21].

.30

 Xi=∑ ubd-lbd

2
 s(|xi(t)-xj(t)|) 

xi(t)-xj (t)
dij(t)

+Td͡(t)
nPop

j=1 (j≠i)
بیان  زیر  صورت  به  جدید  پارامترهای  مذکور،  معادله  در 

می شوند [21]:

ubd :کران بالایی در بعد D ام، lbd کران پایینی در بعد D ام 

است [21].

Td (d): مقدار بهترین راه حل به دست آمده )تا تکرار t ام( در بعد D ام 
و همچنین c به عنوان ضریب کاهشی در نظر گرفته می شود [21].

فرمول شماره 31 موقعیت بعدی ملخ بیان می کند [21].

.31

  Xi=∑ ubd-lbd

2
 s(|xi(t)-xj(t)|) 

xi(t)-xj (t)
dij(t)

+Td͡(t)
nPop

j=1 (j≠i)
 i، x_i (t) ملخ بعدی  موقعیت   xi

d (t+1) ،معادله مذکور در 
موقعیت فعلی ملخ i، xj (t) موقعیت همه ملخ های دیگر و درنهایت 

Td (t) موقعیت هدف است [21].

بحث بعدی در مورد پارامتر c است. به روزرسانی پارامتر c با 
فرمول شماره 32 انجام می شود [21].

.32

 C=Cmax-t
cmax-cmin

tMax
در این معادله، cmax به عنوان حداکثر مقدار C )معمولًا نزدیک 
 t ،)معمولًا نزدیک به صفر مثبت( C حداقل مقدار cmin ،)1 به
تکرار فعلی و در نهایت، tMax حداکثر تکرار است. پارامتر مقایسه ای 
c دو بار در این فرمول به دست می آید که دلایل آن به صورت 

زیر توضیح داده شده است [21].

 c این برقرار می کند.  اول: بین اکتشاف و بهره برداری تعادل   c
شباهت زیادی به پارامتر w در الگوریتم بهینه سازی PSO دارد [21].

c دوم: منطقه جذب، منطقه آسایش و منطقه دافعه بین ملخ ها 
را کاهش می دهد [57] )فرمول شماره 33(.

.33

 Xi=∑ ubd-lbd

2
 s(|xi(t)-xj(t)|) 

xi(t)-xj (t)
dij(t)

+Td͡(t)
nPop

j=1 (j≠i)

K- Nearest NeighbOr نزدیک ترین همسایه 
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KNN یک الگوریتم ساده است که تمام موارد موجود را ردیابی 
می کند و موارد جدید بر اساس توابع فاصله طبقه بندی می شوند 
KNN .[30] در تشخیص الگو و تخمین آماری به عنوان یک 
اکثریت همسایه ها  ناپارامتریک استفاده شده است. رأی  روش 
برای طبقه بندی یک مورد، در نظر گرفته می شود و با اندازه گیری 
تابع فاصله یک کلاس به یک مورد اختصاص می یابد. مزایای 
KNN شامل این موارد است: 1. اجرای آن آسان و ساده است. 
2. الگوریتم را می توان برای جست وجو، رگرسیون و همچنین 
ایجاد  پارامترها،  تنظیم  به  نیازی  کرد. 3.  استفاده  طبقه بندی 
فرضیات اضافی یا ساخت مدل نیست. نقطه ضعف الگوریتم این 
است که با افزایش تعداد متغیرهای مستقل یا پیش بینی کننده ها، 

عملکرد الگوریتم به طور قابل توجهی کاهش می یابد.

جنگل تصادفی23

آن ها  آموزش  منطقی  دوره  و  تصمیم24  درختان  تفسیرپذیری 
همواره توجه محققان را به خود جلب کرده است، اما یکی از مشکلات 
این روش ها همیشه برازش بیش از حد بوده است. جنگل تصادفی 
یکی از روش هایی است که برای حل مشکل برازش بیش از حد در 
DT ها معرفی شده است. به دلیل دقت بالا، سرعت یادگیری مناسب و 
توانایی تفکیک داده ها در فضاهای با ابعاد بالا، به سرعت جایگاه خود 
را در بین محققان پیدا کرد. با آموزش چندین درخت تصمیم گیری 
مختلف و رأی دادن در میان آن ها، این مدل ها در برابر نویزها و 

داده های پرت می توانند قوی تر باشند [31].

پارامترهای آماری

متقاطع  اعتبارسنجی  روش  از  استفاده  با  طبقه بندی  نتایج 
ده برابری ارزیابی می شود. عملکرد الگوریتم با استفاده از معیارهای 
 F1-ScOre ارزیابی مانند اختصاصیت25، حساسیت26، دقت27 و
درهم ریختگی  ماتریس  از  اصطلاحات  این  شد.  برآورد   (F-S)
استخراج می شوند: مثبت درست2۸، منفی غلط29، منفی درست30 

و مثبت غلط31 )فرمول های شماره 33 تا 37( [22].

 .33

 Acc= TP+TN
FP+FN+TP+TN

23. Random Forest (RF)
24. Random forest (DTs)
25. Specialty (Spec)
26. Sensitive (Sens)
27. Accuracy (ACC)
28. True-Positive (TP)
29. False-Negative (FN)
30.True-Negative (TN)
31. False-Positive (FP)

.34

 Sens= TP
TP+FN

.35

 Spec= TN
FP+TN

.36

 Prec= TP
TP+FN

.37

 FS= 2 TP
2 TP+FP+FN

یافته ها

نتایج روش پیشنهادی در این بخش ارائه شده است. به منظور 
 16 رم  به  مجهز  سیستمی  از  پیشنهادی،  روش  پیاده سازی 
 CPU COre i7 و Nvidia 1070 گیگابایتی، پردازنده گرافیکی
استفاده شده است. MATLAB 2019a برای اجرای بخش های 
پیش پردازش و استخراج ویژگی استفاده شده است. همچنین، 
ابزار  جعبه  از  استفاده  با  طبقه بندی  تکنیک های  و   AE روش 

پایتون، کراس و Sk-learn پیاده سازی شده است [32-33].

در روش پیشنهادی، از مجموعه داده بن برای تشخیص تشنج 
صرع استفاده شده است. همان طور که در جدول شماره 2 نشان 
داده شده است، از شش مسئله طبقه بندی مختلف استفاده کرده ایم. 
ابتدا، سیگنال های الکتروانسفالوگرافی مجموعه داده بن به پنجره های 
زمانی پنج ثانیه ای تجزیه می شوند. در ادامه، تبدیل موجک عامل 
به  الکتروانسفالوگرافی  سیگنال های  تجزیه  برای  تنظیم  قابل   Q
زیر باندهای فرکانسی مختلف استفاده شده است. در ادامه، ویژگی های 
 Q مختلف آماری و غیرخطی از زیرباندهای تبدیل موجک عامل
قابل تنظیم استخراج شده است. در این بخش تعداد 153 ویژگی از 
 AE زیر باندهای موجک استخراج شده است. در مرحله بعد از روش
و تعداد لایه های پیشنهادی برای کاهش ویژگی استفاده شده است. 
با استفاده از روش AE، تعداد ویژگی ها به  xکاهش یافت. در نهایت 

الگوریتم های مختلفی برای طبقه بندی استفاده شده است.

هنگامی که از الگوریتم های بهینه سازی در یادگیری ماشینی )از 
جمله طبقه بندی داده های پزشکی( استفاده می شود، محققان اغلب 
روش پیشنهادی را چندین بار در شرایط یکسان برای به دست آوردن 
نتایج معتبر انجام می دهند. بدین منظور در بخش تجربی، تمامی 
الگوریتم های طبقه بندی را ده بار در شرایط مشابه انجام داده ایم تا 
نتایج معتبری به دست آوریم. نتایج هر الگوریتم طبقه بندی برای 
حالت های طبقه بندی مختلف در جدول شماره 4 نشان داده شده 
است. با توجه به جدول شماره 4، روش SVM-GOA توانسته است به 
دقت بالاتری نسبت به سایر الگوریتم های طبقه بندی کننده دست یابد.
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بحث

صرع به عنوان یک فعالیت غیرطبیعی در مغز که به عنوان یک 
اختلال عصبی شناخته می شود و باعث تشنج یا دوره های رفتار 
نظر  در  می شود  بیهوشی  اوقات  گاهی  و  احساسات  غیرطبیعی، 
گرفته می شود [4-1]. یکی از متداول ترین روش های تصویربرداری 
عصبی عملکردی در تشخیص اپیزودهای صرع، ثبت سیگنال های 
الکتروانسفالوگرافی  سیگنال های  است.  الکتروانسفالوگرافی 
به  می تواند محل دقیق صرع را مشخص کند و ثبت آن نسبت 
سایر روش های تصویربرداری عصبی هزینه کمتری دارد  [1-4]. 
علاوه بر این، سیگنال های الکتروانسفالوگرافی با وجود مزایایی که 
دارند، چالش های مختلفی را برای پزشکان ایجاد می کنند. ثبت 
طولانی مدت  روشی  به  بیماران  الکتروانسفالوگرافی  سیگنال های 
برای تشخیص تشنج های صرع انجام می شود که پزشکان را در 
مکان یابی دقیق بیماری به چالش می کشد. تشخیص تشنج های 
صرع دشوار است، زیرا قرائت های سیگنال های الکتروانسفالوگرافی  
اغلب حاوی انواع ناهنجاری های داخلی و خارجی هستند. بنابراین 
بر  مطالعه  این  در  صرع  تشنج  تشخیص  برای  جدید  روش  یک 
ارائه  چالش ها  این  بر  غلبه  برای   DL و   ML تکنیک های  اساس 

شده است.

نتیجه گیری

استخراج  تنظیم،  قابل   Q عامل  موجک  تبدیل  پیش پردازش 
طبقه بندی  و   AE ویژگی  کاهش  غیرخطی،  و  آماری  ویژگی های 
از  صرع  تشنج های  تشخیص  برای  مطالعه  این  در   SVM-GOA
سیگنال های الکتروانسفالوگرافی استفاده می شوند. در مرحله اول از 
پایگاه داده بن برای پیاده سازی روش پیشنهادی استفاده می شود. 
سپس سیگنال های الکتروانسفالوگرافی در بخش پیش پردازش به 
 Q عامل تبدیل موجک  از  و  تقسیم می شوند  پنج ثانیه ای  فواصل 
قابل تنظیم برای تجزیه و تحلیل آن ها به زیرباندهای خود استفاده 
می شود که پارامترهای آن ها در Q = 1 ،r = 3 و J = 8 تنظیم شده است. 
مرتبط ترین ویژگی های آماری و غیرخطی از هر زیر باند تبدیل موجک 
عامل Q قابل تنظیم در مرحله استخراج ویژگی بازیابی می شوند. 
اتخاذ  و  دارند  آشفته ای  رفتار  الکتروانسفالوگرافی  سیگنال های 
ویژگی های توصیف شده در این مطالعه، دقت تشخیص تشنج های 
 AE صرعی را بهبود بخشیده است. در مرحله کاهش ویژگی از روش
مبتنی بر DL استفاده شده است که برای اولین بار توسط این مقاله 
با تعداد لایه های پیشنهادی به عنوان اولین نوآوری این مطالعه ارائه 
شده است. درنهایت از روش های مختلف ML در مرحله طبقه بندی 
SVM- برای انجام مقایسه ها استفاده شد. استفاده از روش طبقه بندی

GOA نوآوری این بخش است که توسط محققین ارائه شده است. 
جدول شماره 5 نتایج روش پیشنهادی را با روش های دیگر با استفاده 
تشخیص  برای  الکتروانسفالوگرافی  سیگنال های  سیگنال های  از 

تشنج صرع مقایسه می کند.

با توجه به جدول شماره 5، نتایج روش پیشنهادی به دلیل 
روش های پیش پردازش مناسب، استخراج ویژگی، انتخاب ویژگی 
و طبقه بندی، دقیق تر از سایر مطالعات است. روش پیشنهادی 
را می توان بر روی یک پلت فرم سخت افزاری یا نرم افزاری برای 
کمک به پزشکان در تشخیص تشنج های صرع پیاده سازی کرد. 
تحقیقات آینده می تواند بر روی تکنیک های جدید DL، مانند 
تشخیص  برای  غیره  و   q یادگیری  و  نمودار،  توجه،  یادگیری 
الکتروانسفالوگرافی  از سیگنال های  با استفاده  تشنج های صرع 
تمرکز کند [60-56]. تکنیک های همجوشی ویژگی عمیق را نیز 
از  می توان در مطالعات آینده مورد بررسی قرار داد و ترکیبی 
ویژگی های دست ساز را می توان همراه با تکنیک های DL برای 

تشخیص تشنج های صرعی به کار برد [61-63].

ملاحظات اخلاقي

پیروی از اصول اخلاق پژوهش

این پژوهش از یک پایان نامه استخراج شده است و نیازی به 
تأیید اخلاقی نبود.

حامي مالي

این مطالعه از هیچ سازمانی حمایت مالی و عملکردی دریافت 
نکرده است.

مشارکت نویسندگان

همه نویسندگان سهم یکسانی در تهیه این مقاله داشتند.

تعارض منافع

بنابر اظهار نویسندگان این مقاله تعارض منافع ندارد.

تشکر و قدردانی

نویسندگان از همکاری معاونت پژوهشی دانشگاه آزاد اسلامی 
واحد گناباد تشکر و قدردانی می کنند.
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